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• Redes Neuronales Artificiales en la predicción  
climática. 
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• Hipótesis. 

 
 

Es posible implementar un sistema de monitoreo y 
predicción de temperatura para la región de Valles Centrales 
en el estado de Oaxaca que utilice RNA’s para su 
funcionamiento. 
  



Metodología 

1. Construcción del prototipo de monitoreo y 
predicción de temperatura. 

• Módulo de adquisición de datos. 

• Módulo de procesamiento y predicción. 

• GUI 





2. Recolección de datos. 

• Dos sensores DHT11 para la temperatura y  la 
humedad relativa. 

• Periodo del 10 de octubre al 22 de noviembre de 
2015 (44 días). 

• Díez minutos entre muestreos. 



3. Selección del modelo neuronal. 

• Submuestra del 10 al 19 de Octubre del 2015 (10 
días; 23% del total de datos). 

• Entrenamiento supervisado mediante 
backpropagation. 

• Red de perceptrones multicapa (MLP). 

• Tasa de aprendizaje 0.15. 

• 100,000 épocas. 

 

 



Validación 
50% 

Entrenami
ento 
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% DATOS 
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RNA 735 patrones por etapa 



4. Implementación de la red neuronal artificial. 

 Días usados Etapa  

10 – 19 
octubre 

Selección del modelo neuronal 

20- 15 
noviembre 

Entrenamiento final 

16 – 22 
noviembre 

Prueba final 

Prueba 
final 
16% 

Entrenami
ento final 

61% 

Selección 
de la RNA 

23% 

% DATOS 

Segmentación del conjunto de datos para las 
diferentes etapas. 



Resultados 
• Selección del modelo neuronal. 

Prueba  Noc* % Ent % Val ECM 

1 5 64.76 62.99 138.1875 

2 7 55.10 54.42 117.3213 

3 10 74.14 71.70 97.5875 

4 12 68.97 66.80 146.9067 

5 15 76.87 66.53 97.4119 

6 20 89.52 77.00 49.3496 

7 25 82.44 69.79 67.9510 

8 30 83.40 66.39 67.6623 

Resultados en las pruebas realizadas al conjunto de datos para la selección del 
modelo neuronal. 

* Neuronas en la capa oculta 



Fluctuación del error en los entrenamientos de las pruebas de selección 
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• Implementación y pruebas del modelo. 

• Nuevo entrenamiento con el modelo 
seleccionado. 

• Periodo de entrenamiento del 20 de octubre al 15 
de noviembre. 

• Pruebas finales con siete días, periodo del 16 al 23 
de noviembre. 



Predicción del sistema para el día 16/11/2015 Predicción del sistema para el día 17/11/2015 



Predicción del sistema para el día 18/11/2015 Predicción del sistema para el día 17/19/2015 



Predicción del sistema para el 
día 20/11/2015 

Predicción del sistema para el 
día 20/11/2015 

Predicción del sistema para el día 20/11/2015 



Fecha  % de acierto  % de error  

16/11/2017 87.50 12.5 

17/11/2017 75.00 25.00 

18/11/2017 87.50 12.50 

19/11/2017 87.50 12.50 

20/11/2017 91.66 8.33 

21/11/2017 91.66 8.33 

22/11/2017 95.83 4.16 

Total  88.09% 11.90% 

Resultados de predicción del sistema en las pruebas finales. 



• Interfaz de usuario. 

• Entorno de desarrollo LabVIEW 2010. 

• Disponible a través de un sitio web. 

• Accesible de forma remota. 

 



 

Panel principal del sistema de monitoreo y predicción 



Interfaz de monitoreo en tiempo real 



Interfaz de consulta de datos históricos 



Conclusiones  

• Se observa una diferencia de ±1°C en los errores entre 
el valor real y la predicción de la temperatura, dando 
una asertividad mayor al 80%.  

 

• Al analizar la respuesta a los cambios en el 
comportamiento próximo (t+1) se presenta una 
oportunidad para trabajar con los actuadores más 
utilizados en el control tales como ventiladores y 
calefactores; pudiendo llegar a un control automático.  



 

• El desarrollo del prototipo plantea una base sobre la 
cual se puede desarrollar toda una plataforma de 
control y de monitoreo de variables climáticas 
pudiendo expandir la metodología propuesta a 
variables como Humedad Relativa, Luminosidad y CO2.  



 

• Es necesario tener un conjunto de datos mayor, por 
ejemplo una estación completa o un año completo, 
para poder afirmar que nuestro prototipo trabaja de 
forma efectiva durante un periodo prolongado; de lo 
contrario buscar los mecanismos que aseguren su buen 
funcionamiento y posterior implementación en 
sistemas de control en medios de producción ya sea a 
gran o pequeña escala.  
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